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Co to są sztuczne sieci 

neuronowe?

• Sieć neuronowa w żywych organizmach to 
sieć lub obwód neuronów, które za pomocą 
sygnałów elektrochemicznych mogą 
generować proces myślenia i rozwiązywać 
różne codzienne problemy.

• sztuczna sieć neuronowa składa się ze 
sztucznych neuronów i ma na celu 
rozwiązywanie różnych problemów.

• Połączenia neuronu biologicznego są 
modelowane w sztucznych sieciach 
neuronowych jako wagi między węzłami.

• Dodatnia waga odzwierciedla połączenie 
pobudzające, podczas gdy wartości ujemne 
oznaczają połączenia hamujące.

• Wszystkie dane wejściowe są modyfikowane 
przez wagę i sumowane. Ta czynność 
nazywana jest kombinacją liniową.

• Na koniec funkcja aktywacji kontroluje 
amplitudę wyjścia.
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Big Data i sztuczna sieć neuronowa 

(głębokie uczenie)

• Sieci neuronowe dzięki zwiększeniu mocy obliczeniowej 

mogą być wykorzystywane w różnych sytuacjach do 

modelowania predykcyjnego i sterowania adaptacyjnego. 

Sieci z wieloma warstwami ukrytymi (tzw. głębokie sieci) 

okazały się osiągać lepsze wyniki w rozwiązaniach Big 

Data.

[13]
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Rodzaje sieci neuronowych

• W ciągu ostatniej dekady różne typy neuronów, topologie, algorytmy 
uczące, które pozwalają wykorzystać rosnącą moc komputera.

• Głębokie uczenie jest częścią szerszej rodziny sztucznych sieci neuronowych 
(ANN)

• Głębokie uczenie zapewnia architekturę obliczeniową, łącząc kilka warstw 
przetwarzania, takich jak warstwy wejściowe, ukryte i wyjściowe, w celu 
uczenia się na podstawie danych.

• Najczęstsze struktury uczenia głębokiego to:
• Perceptron wielowarstwowy (MLP),
• Konwolucyjna sieć neuronowa (CNN lub ConvNet),
• Rekurencyjna sieć neuronowa pamięci krótkotrwałej (LSTM-RNN)

• Inne używane konstrukcje:
• mapa samoorganizująca się[9]
• głęboka sieć przekonań [10]
• głęboka sieć przekonań z ograniczonymi maszynami Boltzmanna [11]
• sieć GAN [12]
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MLP

• Podstawowa architektura głębokiego uczenia, znana również jako sztuczna sieć 
neuronowa ze sprzężeniem do przodu, nazywana jest perceptronem 
wielowarstwowym (MLP).
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MLP cechy

• Podstawowa architektura głębokiego uczenia się, znana również jako:
• sztuczna sieć neuronowa ze sprzężeniem do przodu, 

• perceptron wielowarstwowy (MLP) [1]. 

• Typowy MLP to w pełni połączona sieć składająca się z warstwy wejściowej, 
jednej lub więcej warstw ukrytych oraz warstwy wyjściowej,

• Każdy węzeł w jednej warstwie łączy się z każdym węzłem w następnej 
warstwie z określoną wagą.

• MLP wykorzystuje technikę „propagacji wstecznej” [2], aby wewnętrznie 
dostosować wartości wag podczas budowania modelu.

• MLP jest wrażliwy na funkcje skalowania i umożliwia dostrojenie różnych 
hiperparametrów, takich jak:

• ilość ukrytych warstw,

• neurony,

• iteracje

• Czasochłonne podejście.
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Sieć konwolucyjna

Konwolucyjna sieć neuronowa (CNN) usprawnia projektowanie 
standardowej sieci SNN, składającej się z warstw splotowych, warstw puli 
oraz warstw w pełni połączonych

[13]
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Rodzaje warstw

• Istnieją trzy rodzaje warstw:

• warstwa splotowa do wyłapywania 

cech  (convolution layer),

• warstwa puli do zmniejszania 

rozmiaru (pooling layer),

• w pełni połączona warstwa (dokonuje 

klasyfikacji).
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CNN - zastosowania

• usprawnia projektowanie standardowej sieci[3], składającej się z warstw splotowych, 
warstw puli oraz warstw w pełni połączonych.

• wykorzystuje dwuwymiarową (2D) strukturę danych wejściowych, jest zwykle szeroko 
stosowany w kilku obszarach, takich jak:

• rozpoznawanie obrazu i wideo

• przetwarzanie i klasyfikacja obrazu,

• analiza obrazu medycznego,

• przetwarzanie języka naturalnego itp.

• CNN ma większe obciążenie obliczeniowe,

• ma tę zaletę, że automatycznie wykrywa ważne funkcje i jest uważany za bardziej wydajny 
niż konwencjonalna sieć SSN.

• W terenie można zastosować szereg zaawansowanych modeli głębokiego uczenia 
opartych na CNN, takich jak:

• AlexNet [4],

• Przejęcie [5],

• Inicjacja [6],

• Grupa Geometrii Wizualnej (VGG) [7],

• ResNet [8] itp.
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Rekurencyjna sieć neuronowa

• Rekurencyjne sieci neuronowe mają możliwość wykorzystania wyjścia 
warstw jako wejścia poprzedniej warstwy. W ten sposób wyjście zależy nie 
tylko od bieżących wartości wejściowych, ale także od poprzednich 
wartości wejściowych. Stąd nazywa się je architekturą z pamięcią typu: 
pamięć długo-krótkoterminowa (LSTM) lub sieć GRU.
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Rekurencyjna sieć neuronowa (RNN)

• Sieci RNN wykorzystują specjalne komórki 
neuronów.

• W najprostszej postaci wartości wyjściowe są 
wartościami wejściowymi kolejnej iteracji 
(jednostka RNN)

• Jednostka LSTM zawiera komórkę, bramkę 
wejściową, bramkę wyjściową i bramkę 
zapominania.

• komórka zapamiętuje wartości w dowolnych 
odstępach czasu

• bramki regulują przepływ informacji do i z 
komórki

• GRU jest jednostką opartą na LSTM, jednak 
nie wykorzystuje bramki wyjściowej.
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RNN - zastosowanie

• Pamięć długo-krótkotrwała (LSTM) jest architekturą sztucznej rekurencyjnej 
sieci neuronowej (RNN) wykorzystywaną w obszarze uczenia głębokiego.

• LSTM ma łącza zwrotne, w przeciwieństwie do normalnych sieci 
neuronowych ze sprzężeniem do przodu.

• Sieci LSTM doskonale nadają się do analizowania i uczenia się danych 
sekwencyjnych, takich jak klasyfikowanie, przetwarzanie i przewidywanie 
danych na podstawie danych szeregów czasowych, co odróżnia je od innych 
konwencjonalnych sieci.

• Może być używany, gdy dane są w formacie sekwencyjnym, takim jak czas, 
zdanie itp.,

• Wykorzystywane do: analizy szeregów czasowych, przetwarzania języka 
naturalnego, rozpoznawania mowy itp.
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Tesnor Flow jako biblioteka

• TensorFlow oferuje wiele poziomów abstrakcji, dzięki czemu 

możesz wybrać ten, który odpowiada Twoim potrzebom.

• umożliwia budowanie i trenowanie modeli przy użyciu 

wysokopoziomowego API - Keras, aby pomóc ci rozpocząć pracę 

z TensorFlow i uczeniem maszynowym.

• Jeśli potrzebujesz większej elastyczności, szybkie wykonanie 

pozwala na natychmiastową iterację i intuicyjne debugowanie.

• oferuje możliwość rozproszonego uczenia w konfiguracjach 

sprzętowych bez zmiany definicji modelu.

• Z powodzeniem stosowane w dziedzinach:
• Zdrowie medyczne

• Portale społecznościowe

• Handel elektroniczny.
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Harmonogram szkolenia i 

przetwarzania sieci neuronowych

• Szkolenie sieci wymaga następujących 

kroków:

• Zainicjuj środowisko

• Analizuj i dobieraj dane (przedstawione w 

poprzedniej sekcji)

• Zaprojektuj sieć SSN, w której:

• Warstwa wejściowa jest przeznaczona dla danych 

wejściowych

• Ukryte warstwy (w oparciu o złożoność problemu)

• Warstwy wyjściowe zaprojektowane dla oddzielnych 

etykiet – klas

• Trenuj sieć za pomocą przetwarzania 

równoległego i GPU

• Zweryfikuj model
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